
虚构史学家的生成模型

“如果说 真实会为虚拟着墨
我看到的景色 是不是也源自哪个你呢”
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统计力学的『反问题』

“从统计力学的观点看，具有大自由度的系统的状态应当由其相空间中
的一个分布（这个分布就是在 t 时刻系统处于 x 位置的概率 p(t, x)）来
描述，统计力学的一个重要任务是根据分布导出宏观可观测的热力学量
及研究分布的动力学演化规律。然而，在很多情况下，由于与系统密切
相关的力学量（如哈密顿量）以及系统在相空间中的分布难以事先得知，
因此直接求解系统的演化是困难的，人们时常会通过实验观测或计算机
模拟得到与系统相关的采样数据，从而由采样估计分布，这一过程称为
求解统计力学的反问题”

显然，生成模型的目的是尽可能地捕捉数据的真实分布，我们可以把它
归类到统计力学的『反问题』中。
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生成模型的基本工作原理

计算机中一些分布（e.g. 均匀分布、正态分布）是容易采样的，因此，
生成模型实际上在学习一个推前映射 ♯(·) : p 7→ q，其中
p :一个好采样的分布, q :真实分布。

隐变量（前动力学）时代
▶ VAE
▶ GAN

动力学时代
▶ 基于随机动力学的模型
▶ 基于确定动力学的模型
▶ 其他异形模型

动力学的推断
▶ 给生成模型添加作用量
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VAE-1

直接逼近数据的分布显然是困难的，因此我们做一个拆分，使用如下方
式逼近数据的真实分布 p(x)：

q(x) =

∫
q(x|z)q(z)dz

这里实际上我们同时给出了“好采样的分布”q(z) 与“推前映射”：
♯(·) =

∫
q(x|z)(·)dz。如何训练这个推前映射？最直接的想法是参数化未

知的 q(x|z)，然后用极大似然估计：

θ⋆ = arg max
θ

Ex∼p(x)[qθ(x)]
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VAE-2

然而，直接求解极大似然损失是困难的。所以 VAE 选择了一种替代损
失：最小化联合分布 q(x, z) 和 p(x, z) 之间的距离：

DKL(p||q) =
∫ ∫

dxdzp(x, z) log p(x, z)
q(x, z)

=

∫
dx p(x)

∫
dz p(z|x) log p(x, z)

q(x, z)

= Ex∼p(x)

[∫
dz p(z|x) log p(x, z)

q(x, z)

]
可以从里面拆东西，注意到分子上拆出来一个常数：

Ex∼p(x)

[∫
dz p(z|x) log p(x)

]
= Ex∼p(x) [log p(x)]

所以这一项后面就可以不管了。继续分析其他项。
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VAE-3

L = Ex∼p(x)

[
−Ez∼p(z|x) [log q(x|z)] + Ez∼p(z|x)

[
log p(z|x)

q(z)

]]
这就是常见的 VAE 损失。分析其训练方式：从数据集中选取 x，根据
分布 p(z|x) 采样 z，通过 x, z 计算两项损失。第一项损失是“重建损
失”，要求数据 x 的似然尽可能大；第二项实际上是 DKL[p(z|x)||q(z)]，
要求 p(z|x) 与我们预先指定的“好采样的分布”q(z) 尽可能接近。
于是，实际训练中需要处理（参数化）两项：p(z|x) 和 q(x|z)。在 q(z)
指定为标准正态分布，p(z|x) 为各分量独立的正态分布（其均值、方差
被神经网络参数化）的情况下，可以显式计算：

DKL(p(z|x)||q(z)) =
1

2

∑
i

(µ2i (x) + σ2i (x)− logσ2i (x)− 1)

在 q(x|z) 被指定为正态分布的情况下，损失的第一项（二次方损失）：

− log q(x|z) = 1

2

∥∥∥∥x− µ(x)

σ(x)

∥∥∥∥2 + C
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GAN-1

GAN 也可以使用与 VAE 类似的视角理解。它实际上引入了离散隐变量
z = 0/1 代表生成的是假/真图片。先验分布取为
q(z = 0) = q(z = 1) =

1

2
，条件分布为：

q(x|0) = q†(x) q(x|1) = p(x)

与 VAE 一样，考虑将难以计算的极大似然问题转化为 KL 散度的优化
问题：

DKL(q||p) =
∫

1

2
q†(x) log

1
2q

†(x)

p(0|x)p(x)
dx+

∫
1

2
p(x) log

1
2p(x)

p(1|x)p(x)
dx

我们不知道的是 p(1|x) 和 g†(x)，可以通过分步优化来求解这两个未知
函数。
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GAN-2
首先，固定 q†(x)，此时的优化损失可以写为：

Lp(1|x) = −Ex∼q†(x)[log[1− p(1|x)]] +−Ex∼p(x)[log[(1|x)]]

此时对 p(1|x) 是无约束的，因此我们可以直接将其最优解写出来：

p(1|x) = p(x)

p(x) + q†(x)

其次，固定 p(1|x)，此时的优化损失写为：

Lq†(x) =

∫
q†(x) log q†(x)

(1− p(1|x))q†(x)
dx

将上一阶段的 p(1|x) 最优解代入，这一项损失就变形为：∫
q†(x) log q†(x)

p(1|x)q†old(x)
= −Ex∼q†(x) log p(1|x) +DKL(q

†(x)||q†old(x))
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GAN-3

不难发现，如果我们认为 q†(x) 是生成器生成图像的分布（即取
n ∼ N(0, I)，x = G(n) ∼ q†(x)），p(1|x) = D(x)，则以上框架变为一般
的 GAN 框架。
注意！Lq†(x) 中比我们常见的 GAN 损失多了一项。如果没有这一项，
生成器大可以只生成使得 p(1|x) 最大的那个 x，这种现象被称为生成模
型的模式坍缩。KL 散度项的引入使得 q†(x) 不会变得太快，一定程度
上放置了模式坍缩的发生。

还有一些方法可以防止模式坍缩，从而改进 GAN 的生成质量。典型的
操作是风格迁移任务中的 Cycle GAN。它有两个生成器 GA→B 和
GB→A，它们互为逆映射。因此，CGAN 除了使用正常的 GAN 损失之
外，额外增加了如下损失：

Lreversible = Ex∼pX(x)‖GB→A(GA→B(x))‖2+Ey∼pY (y)‖GA→B(GB→A(y))‖2
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Score Matching-1
现在我们正式开始考虑动力学驱动的生成过程。考虑如下 SDE：

dx =
1

2
ϵ∇x log pdata(x) +

√
ϵdWt

写出它对应的 Fokker Planck 方程：

∂tp(x, t) =
1

2
ϵ∇2

xp(x, t)−
1

2
ϵ∇x · (pdata(x)∇x log pdata(x))

容易验证它的平稳分布是 p(x, t) = pdata(x)，因此，只要 ∇xpdata(x) 学
得好，从全空间任意采样一些点，按照上面的动力学演化至 t→ ∞，就
可以得到目标分布。现在的问题是如何学好 ∇xpdata(x)？数据点通常分
布在高维空间中的低维流形上，或者也可以说，数据点的分布是稀疏的，
为了使得全空间都能学到一个差不多的 ∇xpdata(x)，作者将数据点使用
高斯核“抹匀”到全空间：pσ(x) =

∫
pσ(x|y)pdata(y)dy，此后最小化平

方损失：
1

2
Epσ(y|x)pdata(x)[‖sθ(x)−∇y log pσ(y|x)‖2]
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Score Matching-2
上面的方法依赖于一个 SDE 的平稳分布，可以找到它的许多问题，比
如需要演化无穷长时间才能演化到数据分布上，因此采样很慢。有没有
什么不依赖平稳分布的方法？我们希望构建一个 SDE，使得它将 t = 0
时的数据分布 pdata 运输到 t = 1 时的某个好采样的分布（比如正态分
布）。下面给出一个这样的 SDE 的例子：

dx = −1

2
β(t)xdt+

√
β(t)dWt

假设初始的时候数据都在一个点上，即初始分布为 δ(x− x0)。取一个积
分因子：

µ(t) = exp
(
1

2

∫ t

0
β(s)ds

)
并令 Yt = µ(t)xt，使用 Ito’s Lemma 可以验证

dYt = µ(t)
√
β(t)dWt
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Score Matching-3
两边积分可以得到这个 SDE 的解，利用 Ito Isometry 可以显式计算解
的方差，最终，解显式写为：

xt = x0 exp
(
−1

2

∫ t

0
β(s)ds

)
+

√
1− exp

(
−
∫ t

0
β(s)ds

)
z

可以看出，只要
∫ 1
0 β(s)ds 足够大，那么 t = 1 时刻的分布就是标准正

态分布（这是一个好采样的分布！）。现在我们做到了将数据分布运送到
好采样的分布这一过程，问题是如何再运回去？考虑一个一般情况，假
设我们将数据运到正态分布使用的 SDE 是：

dx = b(x, t)dt+ σ(t)dWt

我们写出它对应的 Fokker Planck 方程（简单起见，我们只考虑一维情
况，高维可类推）：

∂tp(x, t) = −∂x(b(x, t)p(x, t)) +
1

2
∂2x(σ

2(t)p(x, t))
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Score Matching-4

构造守恒荷 q(x, t) = p(x, t) 和守恒流

j(x, t) = b(x, t)− 1

2p(x, t)
∂x(σ

2(t)p(x, t)) = b(x, t)− 1

2
∂x(σ

2(t) log p(x, t))

我们惊喜地发现上面的 Fokker Planck 方程变成了流守恒方程：

∂tq(x, t) + ∂x(q(x, t)j(x, t)) = 0

这个流守恒方程是与一个 ODE 对应的：

dx =

[
b(x, t)− 1

2
σ2(t)∂x log p(x, t)

]
dt

在前面的 SDE 中，直接反演时间是不能“调转”分布的演化方向的，
但是 ODE 可以，所以我们在这里反转时间，取 τ = 1− t，则下面的
ODE 可以把终末分布（“好采样”的分布）运输回初始分布：
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Score Matching-5

dx = −
[
b(x, τ)− 1

2
σ2(τ)∂x log p(x, τ)

]
dτ

使用和上文中完全一样的方法，我们找到与其等价的 SDE（给出相同的
Fokker Planck 方程的 SDE）是：

dx = −
[
b(x, τ)− σ2(τ)∂x log p(x, τ)

]
dτ + σ(τ)dWτ

直观上，扩散是一个输运过程，它将粒子从浓度高的地方运输到浓度低
的地方。而 +σ2(τ)∂x log p(x, τ) 抵充了这种效应。该模型中只有
∂x log p(x, t) 需要学习，参数化后使用 MSE 损失梯度下降即可。
关于 Score Matching 有一些评注。首先，最初的 DDPM 是使用极大似
然损失训练的，这里使用二次方损失训练，二者等价吗？可以证明：

−Ep(x)[log pSDE
θ (x)] ≤ 1

2

∫ T

0
Ep(x,t)[σ

2(t)‖∂x log p(x, t)− sθ(x, t)‖2]
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Score Matching-6
其次，DDPM 和 Score Matching 的关系是什么？考虑 DDPM 的加噪
过程：

xt =
√
1− βtxt−1 +

√
βtz, z ∼ N (0, 1)

上面给出的是一个时间步额更新。现在假如时间连续起来，在 ∆t 时间
内，上式写为：

xt+∆t =
√
1− β(t)∆t xt +

√
β(t)∆t z ≈ xt −

1

2
β(t)xt∆t+

√
β(t)∆t z

从中读出 xt 均值和方差的增量，得到对应的 SDE：

dx = −1

2
β(t)xdt+

√
β(t)dWt

这正是我们在上面举出的例子。由于它不会导致方差无止境增长，因此
这种加噪方式称为 VP-SDE。
最后，可以使用多种方式为 Score Matching 的生成过程添加引导。主要
的方式有 Classifier Guidance 和 Classifier Free Guidance 两种。
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Flow Matching-1
相对于使用 SDE 生成，使用 ODE 生成肯定更简单（生成模型的最终
目标就是要多快好省地学习目标分布），流匹配是使用 ODE 生成目标数
据的典型方法。流匹配让数据点沿着一个 ODE 行走，就能从初始分布
转移到终末分布。设粒子的特征线为 z(x, t)，则 ODE 写为：

d
dtz(x, t) = u(z(x, t), t)

现在 u 是不知道的，我们可以钦定一个 u，然后用神经网络来学习它，
最小化以下 MSE 损失：

LFM = Et,x∼p(x,t)‖uθ(x, t)− u(x, t)‖2

然而，u(x, t) 难以设计，一个技巧是先取定终末分布中的一个点，先设
计出初始分布到取定点的路径，这个操作是简单的。取定终末分布中数
据点 x1 ∼ q，我们可以直接使用直线把初始分布中各点和取定的点连接
起来：

Xt|x1
= tx1 + (1− t)X0, X0 ∼ p
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Flow Matching-2
假设初始分布 p 是标准正态分布，容易计算得到：

Xt|x1
∼ N (x|tx1, (1− t)2I)

以及所谓条件向量场（负责将初始分布中所有点转移到目标分布中 x1
的向量场）：

u(x, t|x1) = x1 − x0 =
x1 − x

1− t

使用条件向量场，我们可以给出条件损失，可以证明，它对 θ 的梯度与
上面的 LFM 一致：

LCFM = Et∼U [0,1],x∼p(x,t|x1),x1∼q‖uθ(x, t)− u(x, t|x1)‖2

显然，在这样的生成模型中，“走直线”有很多好处：路程短、生成快、
容易蒸馏（蒸馏的模型不需要学习高阶导数信息）。虽然上面的条件速
度场是使用线性插值做出来的，但是空间中一点在插值中被多次经过，
直观上，这导致这一点上的速度场是多个条件速度场的平均。这会导致
粒子的轨迹发生弯曲。
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Flow Matching-3

有一个非常直观的方式来解决这个问题。在上面的训练过程中，我们相
当于随机抽取 x0 和 x1 配对，换言之，CFM 目标可以重写成：

LCFM = Ex0∼p,x1∼q,t∼U [0,1],x=tx1+(1−t)x0
‖uθ(x, t)− u(x, t|x0, x1)‖2

我们将随机变量对 (X0, X1)“整流”一次后的结果记为
(Z

(1)
0 , Z

(1)
1 ) = (X0, z

(0)(X0, 1)) = Rectify(X0, X1)
其中 z(0)(x, t) 为使用 CFM 目标学到的粒子特征线。换言之，现在我们
不是从 p, q 中随机抽取配对进行训练，而是抽取 z

(1)
0 = x0 ∼ p，可以找

到唯一的 z
(1)
1 = z(x0, 1) 与之对应。使用这样的配对进行训练可以使得

z(x, t) 尽可能成为直线。（显然可以观察到，如果训练过程中所有的条
件插值直线不交，那么此时是 Rectify(·) 映射的不动点。）
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Flow Matching-4
最后，在流匹配中也可以使用极大似然估计的方式进行训练，这是因为
沿着粒子的特征线，似然 log p(ψ(x, t), t) 是可以被推出来的：

d
dt log p(z(x, t), t) = 1

p
(∂tp+

∑
i

∂ip · ∂tzi)

=
1

p
(−∇x · (pu) +

∑
i

∂ip · ui)

=
1

p
(−p∇x · u)

= −∇x · u

以及我们指出，FM 和 SM 有内在联系：设条件分布
p(x, t|x1) = N (α(t)x1, σ

2(t)I)，流匹配学习到的速度场和 Score 有如下
关系：

u(x, t) =

(
σ2
α̇

α
− σ̇σ

)
∇x log p(x, t) + α̇

α
x
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OT-1
在上面介绍的所有模型中，生成数据所用的动力学都是我们“钦定”的，
我们希望生成地越快越好。如果我们在这个动力学上加上某些限制，就
可以使得满足限制的动力学是唯一一种。
我们所期望的那种动力学的有关信息被编码在作用量中，一种最简单的
情形是所谓最优传输：单粒子服从动力学

d
dtz(x, t) = u(z(x, t), t)

则粒子群体的概率密度演化服从连续性方程：

∂tp(z, t) +∇x · (p(z, t)u(z, t)) = 0

我们期望最小化以下作用量：

S =

∫ 1

0

∫
Rn

1

2
||u(z, t)||2p(z, t)dzdt
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OT-2
先考虑这个作用量的物理意义：这里的 z(x, t) 给出了一个坐标变换。考
虑它将零时刻 (x, x+ dx) 体元内的粒子变换到 (z, z + dz) 内。体元 dx
和 dz 的体积差一个 z(x, t) 的雅可比行列式作为系数，这个行列式是什
么呢？因为我们假设了 dz 内的粒子就是 dx 内的那些粒子，那么我们
立刻得到：

dx p(x, 0) = dz p(z, t)

从而上面的作用量重写为（我们交换了积分顺序）：

S =

∫
Rn

∫ 1

0

1

2
||u(z(x, t), t)||2p(x, 0)dtdx

物理意义：内层积分计算单粒子作用量；外层积分将全空间按照 p(x, 0)
加权，相当于计算了所有粒子的作用量（如果感觉不直观，可思考

p(x, 0) =
1

N

∑N
i=1 δ(x− xi) 的情形）。因此，最优传输的物理意义：最

小化从初始分布运输到终末分布过程中所有粒子的作用量之和。这也是
为什么训练出的 OT 总是走直线的直观解释。
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OT-3
根据物理意义，我们容易把它推广到其他情形，比如流形上的情形。取
一组正交归一基底 {xµ}，设曲线 z(x, t) 的切矢在这一组基底下的分量
为 uµ，流形上的度规张量分量为 gµν，我们自然有：

S =

∫
Rn

∫ 1

0

1

2
‖gµνuµ(z(x, t), t)uν(z(x, t), t)‖2p(x, 0)dtdx

求解它的一种方式是采用变分法，使用拉格朗日乘子将连续性方程作为
约束引入，得到增广作用量（简便起见统一将 z 换 x）：

S† =

∫ 1

0

∫
Rn

[
1

2
‖u‖2p+ λ(x, t) (∂tp+∇x · (pu))

]
dxdt

对 λ(x, t) 变分直接得到连续性方程，不提供新信息。对 u 变分：取试
探函数 δ(u)，使得 u′ = u+ δu，则作用量的变化：

δS† =

∫ 1

0

∫
Rn

[
uT δu+ λ(x, t)(∇x · (pδu))

]
dxdt
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OT-4
我们需要把 δu 暴露出来，所以处理第二项，考虑：∫

Rn

λ∇x · (pδu)dx =

∫
Rn

∇x · (λ p δu)dx−
∫
Rn

(∇xλ)
T δudx

右边第一项可以使用高斯定理转换成在无穷大球面上的积分，考虑到 n

维球面的面积 Sn ∝ Rn−1，只需要 p 的衰减速度快于
1

Rn−1
，这一项就

直接没了，由于 δu 任意，得到：

u = ∇xλ

因此速度是一个梯度场。考虑对 p 变分，并且注意到（使用相同的技巧
处理）：∫

Rn

λ∇x · (δp u) = −
∫
Rn

δp uT ∇xλ

∫ 1

0
λ∂tδpdt = −

∫ 1

0
δp∂tλ

立刻得到所谓 HJB 方程：

∂tλ(x, t) +
1

2
‖∇xλ(x, t)‖2 = 0
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SB-1
上面的 OT 用确定性动力学连接两个分布，Schrodinger Bridge 的想法
是使用随机微分方程连接两个分布，它的作用量提法比较特（困）殊
（难），考虑一个标准布朗运动 X(t) =W (t)，它诱导出 t = [0, 1] 的轨道
空间上的一个维纳测度。说人话，就是考虑将 [0, 1] 分成 N 段，右端点
分别为 t1, · · · , tN+1 这些点上的联合分布，我们有：

PN+1(x1, · · ·xN+1)dx1 · · · dxN+1 =
1

ZN+1
exp(−IN+1(x1� · · · , xN ))Dx

其中：

IN+1(x1, x2, · · · , xN+1) =
1

2

N+1∑
i=1

(xi − xi−1)
2

ti − ti−1
→

∫ 1

0

1

2
ẋ2tdt

它的物理意义是：t1 时刻轨道处于 x1 ∼ x1 + dx1⋯⋯tN+1 时刻轨道处
于 xN+1 ∼ xN+1 + dxN+1 之间的概率，所以可以看作它给出了一条轨
道的概率，所以我们说它是路径空间上的概率测度。
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SB-2
现在我们要搞一个新的概率测度 Q，使得 Q 不把上面的东西量测为维
纳过程，而是量测为 dWP = b(x, t)dt+ dWQ

t 。也就是说 Q 需要把 WQ

这个东西量测成布朗运动。它同样诱导轨道空间上概率测度：

Q(w1, · · · , wN+1) =
1

ZN+1
exp(−I(w1, · · · , wN+1))dw1 . . . dwN+1

为了找到 P,Q 二者的关系，我们把这个 SDE 离散化了：

xi − xi−1 = bi−1(ti − ti−1) + (wi − wi−1)

，从坐标变换的角度看，这给出了 {x1, · · · , xN+1} → {w1, · · · , wN+1}
的一个坐标变换，且坐标变换的雅可比行列式为 1，也就是说我们可以
无伤地将 dx1 · · · dxN+1 换成 dw1 · · · dwN+1。将离散化的 SDE 代入 Q
的表达式，立刻有：

Q[w]Dw = P [w] exp
(
−1

2

∫ 1

0
b2(w, t)dt

)
exp

(∫ 1

0
b(w, t)dWP

t

)
Dx
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SB-3
上式是简版的 Girsanov 定理，它指出了满足关系
dWQ = b(x, t) + dWP 的两个随机过程所诱导出的两个不同的维纳测度
之间的关系。我们可以形式化地写出所谓 RN 导数：

Q[w]

P [w]
= P [w] exp

(
−1

2

∫ 1

0
b2(w, t)dt

)
exp

(∫ 1

0
b(w, t)dWP

t

)
Dx

薛定谔桥的作用量是希望最小化 DKL(Q||P )，它定义为：

DKL(Q||P ) = EQ

[
log Q[w]

P [w]

]
利用关系 dWP = dWQ + b(x, t)dt，就得到二次方的优化目标：

min
Q

EQ

[
1

2

∫ 1

0
b2(w, t)dt

]
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SB-4
下面介绍 SB 中的一些结论。刚才为了简单起见，我们使用 W (t) 作为
参考测度 P 下被度量为布朗运动的过程，下面介绍结论的时候，使用
X(t) =

√
2ϵW (t) 作为 P 下被量测为布朗运动的过程，在测度 Q 下它

是 dX(t) = u(x, t) +
√
2ϵdW (t)

使用和刚才如出一辙的变分法，立刻得到最优控制必要条件：

u = ∇xλ ∂tλ+
1

2
||∇xλ||2 + ϵ∇2

xλ = 0

做变量替换，可以使非线性的 HJB 方程变得更简单：

ψ(x, t) = exp
(
λ(x, t)

2ϵ

)
ψ̂(x, t) = p(x, t) exp

(
−λ(x, t)

2ϵ

)
方程将直接变为两个不耦合的方程：

∂tψ + ϵ∇2
xψ = 0 ∂tψ̂ + ϵ∇2

xψ̂ = 0
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其他的动力学

这一类问题有很多变种，例如在 Fokker Planck 方程中引入所谓非平衡
项：

∂tp = −∇x · (pu) +
1

2
∇2

x : (σ2(t)Ip) + gp

优化目标中也加入非平衡项：

min
p,u,g

∫ 1

0

∫
Rn

(
1

2
||u||2 + αϕ(g)

)
dxdt

就变成了 RUOT 问题。
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